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1. Úvod
• impaktové studie v Česku:

– vzestup zájmu o změnu klimatu a možné dopady díky Country Studies (1995)
– od té doby i moje spolupráce s lidmi z MZLU (Žalud, Trnka, a spol.)

• požadavky na meteo data pro zemědělské impaktové studie
(*růstové modely, *půdní model, *model škůdců, *model pro agrok lim. indexy):

– řady reprezentující současné i budoucí klima pro růstové (a jiné zemědělské) modely:
• jednostaniční denní řady
• prvky: SRAD, TMAX, TMIN, PREC, VAPO, WIND 

– Meteo řady by měly mít “věrohodnou” stochastickou strukturu!
– zohledněny nejistoty konstrukce klimatických scénářů (emisní scénář, klimatická

citlivost, rozdíly mezi GCM modely, vnitřní variabilita GCM

• tento příspěvek:
– metodika - konstrukce časových řad

- konstrukce scénářů změny klimatu
– analýza nejistot
– současný stav - analýza databáze IPCC-AR4

- projekt PraSce
– scénáře pro ČR v různých fázích vývoje databáze IPCC-DDC (bonus č.1)
– ukázka impaktové studie (bonus č.2)

2. metodika
• konstrukce časových řad

– přímá modifikace
– stochastický meteorologický generátor (WG)

• porovnání výsledků ziskaných oběma metodami
• validace WG

• metoda konstrukce scénářů z GCM simulací
– pattern scaling

analýza dopadů změny klimatu

pozn: mnohaleté simulace dovolují vyhodnotit PDF analyzované charakteristiky)

2 approaches to multi-year simulations

1) Direct Modification approach:
- present climate weather series: observed weather series
- changed climate: observed series directly modified according to the climate 
change scenario.

2) Weather Generator approach:
- present climate: arbitrarily long synthetic weather series is created by the 
stochastic weather generator; parameters of the generator are derived from the 
observed series
- changed climate: parameters of the generator are modified in accordance
with climate change scenario to generate series representing changed climate

preparing daily weather series for changed climate
a) direct modification of observed series:
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preparing daily weather series for changed climate
b) stochastic weather generator

stochastic weather generator Met&Roll

•model for 4+2 daily variables:
PREC: - occurrence ~ Markov chain (order: 1-3; parameters: trans.prob.)

- amount ~ Gamma distribution (parameters: α, β /~ shape, scale/)
SRAD, TMAX, TMIN: standardised deviations from their mean annual cycle 

are modelled using AR(1) model (parameters: A, B, avg(Xi), std(Xi),)
- all parameters are assumed to vary during the year

- daily WG is linked to monthly weather generator, which is based on AR(1) 
model and improves interannual variability

additional variables (VAPO, WIND): nearest neighbours resampling

•WG validation should precede its application:
- direct validation
- indirect validation

A)  4-variate → 6-variate:

4-variate series:
@DATE  SRAD  TMAX  TMIN  RAIN

...
99001   1.9  -2.7  -6.3   0.3

99002   2.1  -3.6  -3.7   0.7
99003   1.5   0.1  -1.3   2.4

99004   2.4   0.3  -2.7   0.6
99005   1.4  -1.4  -5.1   0.1

...

...

learning sample:
@DATE  SRAD  TMAX  TMIN  RAIN   VAPO  WIND
...

xx001   1.6   1.3  -1.5   3.3   0.63   1.0
xx002   1.6  -0.8  -3.8   0.3   0.53   1.7

xx003   3.9  -2.3  -9.9   0.0   0.23   2.0
xx004   4.5  -2.3 -11.4   0.0   0.38   1.0

xx005   1.6  -6.1 -12.9   0.0   0.33   1.3
xx006   1.6  -1.8 -12.4   1.1   0.23   3.3
xx007   3.8   1.2  -2.3   0.0   0.52   4.7

xx008   1.7  -0.1  -4.3   0.0   0.39   1.3
xx009   1.7  -1.8  -6.7   0.4   0.42   4.0

xx010   1.7  -3.8  -8.0   1.0   0.36   2.0
xx011   1.7   0.0  -3.9   8.3   0.46   2.0

xx012   2.9   3.7  -0.3   2.8   0.57   1.7
xx013   1.8   2.6  -0.8   1.0   0.62   2.0

xx014   4.0   2.9  -3.3   0.0   0.45   2.7
xx015   4.0   2.4  -5.9   0.0   0.37   1.3

...

6-variate series:
@DATE  SRAD  TMAX  TMIN  RAIN  VAPO  WIND
...

...

99001   1.9  -2.7  -6.3   0.3   0.34  3.0
99002   2.1  -3.6  -3.7   0.7   0.28  3.0

99003   1.5   0.1  -1.3   2.4   0.61  3.0
99004   2.4   0.3  -2.7   0.6   0.57  3.0
99005   1.4  -1.4  -5.1   0.1   0.47  3.0 → nearest neighbours

resampling

aplikace stochastického generátoru

• výhody
– libovolně dlouhá řada
– možnosti modifikace vybraných parametrů

• v rámci citlivostní analýzy
• v rámci scénářové studie

– možnost použití interpolovaného generátoru (tedy i pro 
stanice bez meteorologických pozorování)

• předpoklad:
– syntetické řady jsou statisticky podobné s reálnými řadami
– výstupy z impaktového modelu získané s pomocí synt.řad 

jsou statisticky podobné s výstupy získanými s pomocí
reálných řad

indirect validation of Met&Roll using crop model
AVGs and STDs of wheat yields (17 stations x 3 versions of WG)

crop model = CERES-Wheat; 30-y simulations for 17 Czech stations;
WG-BAS: “basic” WG; WG-A3: improved WG; WG-A3M: “best” WG

(Dubrovsky et al, 2004, Climatic Change)

NE application of interpolated weather generator
Mean model [STICS] wheat yields [soil = Chernozem (CZ_01)]

interpolation
of yields

yields simulated with 
interpolated WG
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konstrukce regionálních scénářů ZK
(z výstupů z modelů GCM)

• GCM: přímý výstup je nepoužitelný (jak roční
chody, tak časové řady), nutný “post-processing”
výstupu z GCM:
Ø porovnání přízemních charakteristik pro budoucí (např. 

(2070-2099) vs. (1961-1990). teploty: rozdíly, srážky: podíly
• produkt: scénář změny klimatu, který se 

– přičte k současným křivkám, 
– k souč. pozorovaným řadám, nebo k modifikaci WG

Ø statistický downscaling (> R.Huth)
• produkt: časové řady, z nich lze odvodit sc.změny klimatu

Ø dynamický downscaling (RCM) ( > projekt Cecilia):
• produkt: časové řady, z nich lze odvodit sc.změny klimatu

konstrukce regionálních scénářů
- kaskáda nejistot

1. emission scenario

carbon cycle & chemist ry model

2. concentration of GHG and aerosols >> radiation forcing

GCM

3. large-scale patterns of climatic characteristics

regionalizace / downscaling

4. .....................................site-specific climate scenario

(modely GCM jsou jen jedním článkem řetězce vedoucího k regionálnímu scénáři)

chceme-li pravděpodobnostní odhad impaktů, pak 
optimálním řešením by bylo:

více emisních scénářů X   mnoho GCM simulací

(GCM: různé počáteční podmínky, různá nastavení, …)

• jenže...
• GCM simulace jsou velice náročné na VT, provádí se 

jen pro omezený počet emisních scénářů (které jsou 
však jedním z hlavních zdrojů nejistoty).

• Chceme-li postihnout výše uvedené nejistoty, nabízí se:
– metoda pattern scaling, která umožňuje separovat nejistotu 

globální a “regionální”

* a to tedy Mirek rozhodně chce!

pattern scaling technique

where ΔXS = standardised scenario ( = scenario related
to ΔTG = 1 °C )

a) ΔXS = ΔX[tA-tB] / ΔTG [tA-tB]
b) linear regression [x = ΔTG; y = ΔX] going through zero

ΔTG = change in global mean temperature

assumption: pattern (spatial and temporal /annual cycle/)
is constant, only magnitude changes proportionally
to the change in global mean temperature:

!!  ΔTG  may be estimated by other means than GCMs  !! 
(e.g.  simple climate models /~ MAGICC/)

ΔX(t) = ΔXS x ΔTG(t)

validity of the pattern scaling technique - TEMP

TG

X

regrese

(ΔX=ΔXS*ΔTG)

ΔXS

validity of the pattern scaling technique - PREC
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validity of the pattern scaling technique: TEMP
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validity of the pattern scaling technique:  PREC
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validity of pattern scaling

• předpoklad metody dobře platí pro teploty

• omezená platnost pro PREC, DTR, SRAD, VAPO, WIND

• statistická nevýznamnost regresních koeficientů

– neznamená, že Pattern Scaling nelze použít (nepoužitelnost by však 
vyplývala ze statisticky významné nelinearity vztahu)

– spíše znamená, že v časových řadách simulovaných modely GCM 
dominuje “přirozená” variabilita, která se dá vhodně simulovat 
například stochastickým generátorem.

• regresní vztahy neextrapolovat ! (... nebo jen velice opatrně)

analýza nejistot
ve scénářích ZK

a) nejistota odhadu standardizovaného scénáře

b) nejistota odhadu DTG

a) nejistota odhadu standardizovaného scénáře

data ~ IPCC-AR2 database:

• 4 weather elements: TAVG, DTR, PREC, SRAD

• 7 AOGCMs (1961-2099, series of monthly means) from IPCC-DDC:
=> 1. inter-model uncertainty

• CGCM1 (C) [1990-2100: 1% increase of compound CO2]
• CCSR/NIES (J) [1990 - 2099: IS92a]
• CSIRO-Mk2 (A) [1990-2100: IS92a]
• ECHAM4/OPYC3 (E) [since 1990: IS92a]
• GFDL-R15-a (G) [1958 - 2057: 1 % increase of compound CO2]

• NCAR DOE-PCM (N) [bau (~IS92a) since 2000]
• HADCM3 (H; 4 runs!!!) [since 1990: 1% increase of compound CO2]

=> 2. internal GCM uncertainty (natural climatic 
variability)

four exposure units - => 3. spatial uncertainty
4. uncertainty in determining standardised changes (~ std. errors in 

regression coefficients

IPCC-AR2:  gridová struktura GCM modelů

ΔX = 2.8 - 7.5º ; ΔY = 2.5 - 5.6º;   Nz = 9 - 20 (hladin) 




